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Abstract:
 

The
 

potential
 

safety
 

risks
 

and
 

economic
 

losses
 

caused
 

by
 

open-neutral
 

and
 

open-phase
 

faults
 

in
 

low-voltage
 

distribution
 

networks
 

have
 

been
 

longstanding
 

challenges
 

for
 

power
 

grid
 

companies.
 

With
 

the
 

popularization
 

of
 

intelligent
 

detection
 

equipment
 

in
 

power
 

grids,
 

fault
 

detection
 

can
 

now
 

be
 

performed
 

using
 

voltage
 

and
 

sequence
 

current
 

data
 

collected
 

by
 

smart
 

meters
 

on
 

the
 

low-voltage
 

side.
 

This
 

paper
 

first
 

established
 

a
 

hybrid
 

model,
 

TNN-BL,
 

based
 

on
 

transformer
 

neural
 

network
 

( TNN)
 

and
 

bi-directional
 

long
 

short-term
 

memory
 

( Bi-LSTM ).
 

Secondly,
 

by
 

selecting
 

appropriate
 

loss
 

functions
 

and
 

regularization
 

functions,
 

the
 

model
 

was
 

refined
 

to
 

further
 

improve
 

its
 

detection
 

performance.
 

Finally,
 

the
 

model
 

performance
 

was
 

validated
 

using
 

a
 

dataset
 

from
 

the
 

China
 

Southern
 

Power
 

Grid.
 

Experimental
 

results
 

showed
 

that
 

the
 

proposed
 

method
 

had
 

a
 

more
 

effective
 

feature
 

extraction
 

capability,
 

higher
 

detection
 

accuracy
 

and
 

stronger
 

robustness
 

compared
 

to
 

other
 

fault
 

detection
 

methods.
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摘　 要:
 

低压配电网中因断零与缺相故障对电网公司造

成的安全隐患和经济损失一直是电网公司迫切解决的难

题,随着智能化检测设备在电网中普及,可利用智能电表

采集的低压侧负载电压和各序电流数据开展故障检测。
首先,建立基于 Transformer 神经网络( TNN)和双向长短

期记忆(Bi-LSTM)的混合模型 TNN-BL;其次,通过选择合

适的损失函数和正则化函数完善模型以进一步提高模型

检测性能;最后,采用南网数据集对模型性能进行试验验

证。 试验结果表明,该方法拥有更有效的特征提取能力,
相比于其他故障检测方法具有更高的检测准确度和更强

的鲁棒性。
关键 词:

 

低 压 配 电 网;
 

断 零 与 缺 相;
 

故 障 检 测;
 

transformer;
 

Bi-LSTM

0　 引言

低压配电网线路由于受电压等级低、用户分

散性强及智能设备应用率低等因素限制,导致当

线路发生故障时检修效率低下[1-3] ,作为电网中与

末端用电设备连接的关键一环,380 / 220
 

V 低压

配电网因线路众多且设备杂糅繁多等特点决定了

其易受外部因素及设备自身影响发生断零或缺相

故障[4-5] 。 断零与缺相故障不仅对电网绝缘设备

及末端用电设备产生巨大安全风险,且故障处会

出现大电流情况危及电网正常运行,甚至可能出

现火灾等安全事故,造成巨大的经济损失,严重危

及公共安全[6-7] 。 因此,研究可准确检测并精准判

断故障类型的方法对电网安全和用户高质量用电

具有巨大意义。
针对断零与缺相故障检测,至今已有众多研

究者进行了大量研究工作[8-9] 。 传统检测方法主

要利用交流接触器、负荷监测模块等保护装置检

测和保护[10-12] ,但此类方法效率低且耗时费力。
随着电力系统智能化程度逐渐提高,基于新型电

力系 统 的 高 级 量 测 体 系 ( Advanced
 

Metering
 

Infrastructure,
 

AMI) 在电网广泛使用[13] , 利用

AMI 的智能电表获取电网中各类海量数据得以实
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现。 目前,基于数据的机器学习方法已逐渐应用

于断零与缺相故障检测[14-15] ,在故障检测领域主

要分为两类,其一适用于无标签数据集的无监督

学习方法[16] ,另一类适用于含有标签数据集的有

监督学习方法[17] 。
基于无监督学习方法中,文献[18]采用基于

聚类方法对故障进行检测,但该类方法由于无先

验知识,模型学习过程较为复杂且学习效果不够

理想。 基于有监督学习方法中,文献[19]采用支

持向量机( Support
 

Vector
 

Machine,
 

SVM)方法对

故障进行检测,但由于 SVM 为单一分类器,对数

据的学习不够全面导致检测效果欠佳;文献[20]
采用集成学习算法的梯度提升决策树( Gradient

 

Boosting
 

Decision
 

Tree,
 

GBDT)方法对故障进行检

测,效果得到了提升,但该方法超参数难以调节。
针对断零与缺相故障的时序特征,文献[21]采用

擅长处理时序数据的长短期记忆网络 ( Long
 

Short-Term
 

Memory,
 

LSTM)方法进行故障检测,但
该方法由于参数众多,易出现过拟合现象。 由于

以上几种有监督学习方法均需要人工特征提取过

程,模型较为复杂,为此采用深度学习方法自动提

取数据的特征。 文献 [ 22] 采用卷积神经网络

(Convolutional
 

Neural
 

Network,
 

CNN)、文献[23]
采用循环神经网络 ( Recurrent

 

Neural
 

Network,
 

RNN)分别对故障检测和定位,且目前大多数深度

学习模型均采用 CNN 和 RNN 或二者变体,但基

于 CNN 的模型难以捕获时间序列数据的全局特

征,而基于 RNN 的模型无法并行计算,且易产生

长程依赖问题。 此外,这两类模型都无法计算提

取特征之间的相对关系,导致对原始输入数据高

度依赖。
为此,本文针对上述方法的局限性,提出一种

基于 Transformer 神经网络 ( Transformer
 

Neural
 

Network,
 

TNN)和双向长短期记忆( Bi-directional
 

LSTM,
 

Bi-LSTM)网络[24] 混合模型 TNN-BL 的断

零与缺相故障检测方法,TNN-BL 适用处理时间

序列数据,通过计算不同时间段电气量数据间注

意力系数获取高维序列中的长程特征[25] 。 与

CNN 相比,所提出的模型具有更强的全局特征提

取能力,与 RNN 相比表现出更高效的并行计算能

力。 在混合模型 TNN-BL 中通过并行增加 Bi-
LSTM 层,用于提取周期性时序特征,以此增强故

障特征敏感度,提高检测准确度。 此外,该方法通

过计算不同特征间的相对关系,使其在分类预测

时不再过度依赖原始输入数据。 本文将采集的南

方电网某地区某台区低压负载电压和各序电流数

据作为数据集,建立基于 TNN-BL 模型的断零与

缺相故障检测方法,在此基础上进行模型训练和

测试,最后通过数据集对本文所提方法的有效性

和准确性进行验证和分析。

1　 断零与缺相故障机理分析

当前,我国 380 / 220
 

V 低压配电网主要以中

性点直接接地的 TT 系统作为系统运行方式,图 1
所示为低压配电网 TT 接线示意图。 从变压器一

侧中性点引出中性线 N 和保护线 PE,TT 系统零

线仅在变压器侧接地,低压配电网零线不作重复

接地,而低压线路电气设备外漏可导电部分经外

敷接地极接地。

图 1　 低压配电网 TT 接线示意图

Fig. 1　 Schematic
 

diagram
 

of
 

TT
 

wiring
 

in
 

a
 

low-voltage
 

distribution
 

network
1. 1　 断零故障

通常情况下,380 / 220
 

V 低压配电系统在三

相平衡负载正常运作时,零线处不产生电流,而因

用户单相负载的随机性,三相负载端会出现不平

衡现象,此时零线会产生电流。 如图 2 所示为三

相四线制低压配电系统等效电路图,若零线在断

线处出现断裂,此时系统电源侧,线电压和相电压

均未发生变化,负载端均能正常运行。 一般情况

下,采用中性点电压偏移作为判断断零故障的

依据。
图 2 中,在 A 相并联阻抗 ZK 对负载不平衡

情况进行分析,通过节点电压法可推导出电源端

中性点 N 与负载端中性点 N′间的偏移电压,为

U
·

NN′ =
U
·

A / (ZA / / ZK) + U
·

B / ZB + U
·

C / ZC

1 / (ZA / / ZK) + 1 / ZB + 1 / ZC + 1 / ZN

(1)
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图 2　 三相四线制低压配电系统等效电路图

Fig. 2　 Equivalent
 

circuit
 

diagram
 

of
 

a
 

three-phase
 

four-wire
 

low-voltage
 

distribution
 

system

式中:U
·

A、U
·

B、U
·

C 分别为 A、B、C 相电源;ZA、ZB、
ZC 分别为 A、B、C 相负载;ZN 为中性线负载。

设 ZA =ZB =ZC =Zm,当 ZN = 0,由式(1)可得,
UNN′ = 0,此时系统无中性点电压偏移;当 ZN = ∞ ,
此时零线断裂,若 Zm≠0,则:

U
·

NN′ =
U
·

A × Zm

Zm + 3ZK
(2)

　 　 由式(2)可知,中性点偏移电压由负载不平

衡程度决定。 当 380 / 220
 

V 低压配电系统零线出

现断裂时,在系统电源侧,线电压和相电压均未发

生变化,断零点处之前的负载端均能正常工作,而
中性点电压偏移特征表现在断零点后的负载端,
因此考虑 A、B、C 相负载电压 UA0、UB0、UC0 的电

气量作为断零故障的判断依据。
1. 2　 缺相故障

如图 3 所示,当 380 / 220
 

V 低压配电系统发

生 A 相单相故障时,此时流过该相的电流等于 0,
设断点处两端分别为 G 和 G′,且在两点间产生纵

向电压 EA。

图 3　 单相断线故障等效电路图

Fig. 3　 Equivalent
 

circuit
 

diagram
 

of
 

single-phase
 

open-circuit
 

fault

本文采用对称分量法对故障进行分析[4] ,如
图(4)所示为 A 相单相故障复合序网图。 根据边

界条件 I
·

A = I
·

A1 + I
·

A2 + I
·

A0 = 0,当系统处于三相平

衡状态,线路仅存在正序电流,其大小等于相电流

I
·

p。 由叠加定理可知,故障后各电气量由故障前

负荷状态与故障附加分量叠加组成,即 A 相单相

断线故障后各序电流为

I
·

A1 = I
·

p + I
·
′A1

I
·

A2 = I
·
′A2

I
·

A0 = I
·
′A0

ì

î

í

ï
ïï

ï
ï

(3)

　 　 进一步得:

I
·
′A1 =

1 / Z1􀰑

1 / Z1􀰑 + 1 / Z2􀰑 + 1 / Z0􀰑
·I

·
p

I
·
′A2 =

1 / Z2􀰑

1 / Z1􀰑 + 1 / Z2􀰑 + 1 / Z0􀰑
·I

·
p

I
·
′A0 =

1 / Z0􀰑

1 / Z1􀰑 + 1 / Z2􀰑 + 1 / Z0􀰑
·I

·
p

ì

î

í

ï
ï
ï
ï

ï
ï
ï
ï

(4)

　 　 将式(4)代入式(3)得到:

I
·
′A1 =

Z1􀰑 / Z2􀰑 + Z1􀰑 / Z0􀰑

1 / Z1􀰑 + 1 / Z2􀰑 + 1 / Z0􀰑
·I

·
p

I
·

A2 = I
·
′A2 =

1 / Z2􀰑

1 / Z1􀰑 + 1 / Z2􀰑 + 1 / Z0􀰑
·I

·
p

I
·

A0 = I
·
′A0 =

1 / Z0􀰑

1 / Z1􀰑 + 1 / Z2􀰑 + 1 / Z0􀰑
·I

·
p

ì

î

í

ï
ï
ï
ï

ï
ï
ï
ï

(5)

　 　 由式(5)可知,A 相发生断线故障后,各序电流

分量与线路负荷电流正相关。 此外,从电网实际运

行结果可知,还存在相线断线伴随接地的复杂故

障,其分析过程与仅发生相线故障类似。
同时,380 / 220

 

V 低压配电系统存在多相断

线情况,其中包括两相断线故障(如 A 相、B 相断

线)、三相断线故障。 此外,同时存在多相故障伴

随接地的复杂故障,以上故障均可采用对称分量

法与复合序网进行故障分析。

图 4　 单相断线复合序网图

Fig. 4　 Composite
 

sequence
 

network
 

diagram
 

of
 

single-phase
 

open
 

circuit

2　 基于 TNN-BL 的故障检测模型

为实现低压配电网断零与缺相故障的准确
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检测,本文采用 TNN-BL 模型对故障进行检测,
如图 5 所示为模型框架图。 输入数据由各相

负载电压及各序电流分量组成,将数据输入至

由 L 层 Transformer 模块组成的特征提取器中

进行 特 征 提 取, 以 此 获 得 特 征 向 量。 而 在

Encoder 阶段,模型通过并行增加 Bi-LSTM 层

与原始正则化输出相加至后一个正则化层中,

用于提取周期性时序特征,以此增强故障特征

敏感度。 Bi-LSTM 作为一种更有效、灵活性更

好且鲁棒性更强的 LSTM 方法,可有效地获取

低压配电网断零与缺相故障的时间序列数据

上下文信息。 通过获得特征向量,分类器根据

提取的特征属于各故障类别的概率,输出分类

结果,从而实现故障检测。

图 5　 基于 TNN-BL 模型的故障检测模型

Fig. 5　 Fault
 

detection
 

based
 

on
 

TNN-BL
 

model

　 　 如图 5 所示,输入数据经数个自注意力层处

理后的编码向量即为模型提取的特征向量,与其

他深度学习自动提取数据特征仅输出负载序列的

特定片段不同的是,该向量包含所有输入序列的

信息,模型根据自适应权重对不同的输入特征进

行赋权。 多头注意力层的计算过程为

(1)
 

首先将输入编码向量 Vi 乘以三个不同

的变换矩阵,得到 qi、ki 和 vi,其中 q、k 和 v 分别

指查询向量、键值向量和值向量。
(2)

 

其次,计算当前查询向量与所有键值向

量的相似度,并将结果输入至 softmax 层以此获得

一组新的权重。

(3)
 

最后将(2)中得到的这组权重与对应值

的乘积相加,通过自注意力层得到当前输入 Vi 对

应的输出 Oi,该方法称为点积缩放注意力,可表

示为

fattn(q,k,v) = fsoftm

qkT

de
( ) v (6)

式中:fattn(·)为自注意力层输出;kT 为 k 的转置;
fsoftm(·)为 softmax 函数;de 为偏码向量维度。

为使模型能同时获取各位置不同子空间的信

息,算法采用多头注意力代替单注意力函数,其结

构如图 5 所示。 首先,q、k 和 v 通过线性投影 h
次,同时并行执行注意力功能,再将输出值连接并
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再次线性投影以此获得最终计算值,多头注意力

的计算过程可表示为

fmultihead(q,k,v) =
fconc( fi

= 1…h
attn ( fconv

 

i
q(qWi

q),
fconv

 

i
q(kWi

k),
 

fconv
 

i
v(vWi

v)))Wo (7)
式中:fi= 1…h

attn 表示执行 h 次的注意力函数 f′conv 表示

线性层权重和第 i 次卷积操作。
位于线性层后的卷积层用于降低 k 和 v 的维

度,从而降低计算复杂度及减少注意力的计算参

数量,在保证 q 维度不变的同时提取的特征维度

不降低。
为获取电气量数据中更为抽象和高级的特征

表达,采用多层感知机组成的前馈网络子层。 在

模型每一个子层中均采用正则化层并添加残差连

接,与批量( batch)正则化类似,正则化层可保证

特征数据分布的稳定性,从而加快模型训练的收

敛速度;残差连接旨在解决随着网络加深而出现

的梯度扩散和权值矩阵退化问题,TNN-BL 模型

流程可表示为

I′ = fLN(I + fmultihead(I))
fblock(I) = fLN(I′ + fMLP(I′))

(8)

式中: fLN (·) 为 正 则 化 层 操 作; fblock (·) 为

Transformer 模型的输出。
如图 5 所示的 TNN-BL 模型中特征提取模块

由 L 个 Transformer 模块组成,其输出 FO∈ℝ 1×de为

提取的特征向量,由多层感知机组成的分类器根

据特征图 FO 对每一个输入样本进行分类预测,
即将多层感知机得到的数据输入至全连接层中,
并采用 softmax 激活函数得到每种故障类型的概

率输出,概率最大的类别即为模型预测的故障类

型,由此即可实现多类别故障检测。

3　 试验与分析

为验证本文所提方法的有效性和准确性,所
有试 验 均 在 i7-8750HQ

 

CPU、 16
 

GB
 

RAM 和

NVIDIA
 

GeForce
 

GTX
 

1060Ti
 

GPU 的 PC 上进行,
采用 PyTorch 深度学习框架构建 TNN 模型。 通过

采样频率为 1
 

kHz 的测量模块,采集南方电网某

地区某双绕组额定电压为 10 / 0. 38
 

kV 台区下

Y / Y 降压变压器的负载电压(UA0、UB0、UC0 )和各

序电流( IA1、IA2、IA0;
 

IB1、IB2、IB0;
 

IC1、IC2、IC0 ),采

集时间为 2
 

h,并将采集到的数据按照 6 ∶2 ∶2的比

例分为训练集、验证集和测试集。 采集到的数据

集基本信息如表 1 所示。
表 1　 数据集基本信息

Tab. 1　 Basic
 

information
 

of
 

the
 

dataset
采样频率 / kHz 数据大小 时间段

1 1×7
 

200
 

000×12 2024.3.15
 

8:00-10:00

　 　 随机选择某时间点 t,观察 t+1
 

600
 

s 内负载

电压 A、B、C 各相电压变化情况,各相电压随时间

变化如图 6 所示。 由图 6 可知,在 t+350
 

s 至 t+
400

 

s 间零线断开,所有相电压降为 0,此时发生

断零故障;在 t+1
 

000
 

s 至 t+1
 

050
 

s 间 C 相缺相,
C 相电压降为 0,此时发生缺 C 相故障。

图 6　 各相电压幅值变化图

Fig. 6　 Voltage
 

magnitude
 

variation
 

chart

3. 1　 评价指标

故障检测本质上是分类任务,可用混淆矩阵

表 2 的分类结果与实际值进行比较,从而直观地

表示各类别的分类状态。
表 2　 故障检测中的混淆矩阵

Tab. 2　 Confusion
 

matrix
 

in
 

fault
 

detection
类别 预测为正类别 预测为负类别

实际为正类别 TP FN
实际为负类别 FP TN

　 　 根据表 2 所示的混淆矩阵,对于某类别而言,
可将故障按真实标签与预测标签分为真阳性

(True
 

Positive,
 

TP)、假阳性(False
 

Positive,
 

FP)、
真阴 性 ( True

 

Negative,
 

TN ) 与 假 阴 性 ( False
 

Negative,
 

FN),可得到结果的评价指标,包括准确

率(ACC)、查全率 Recall、精度( PRE)和 F1 分数

(F1-Score,
 

F1),如式(9) ~式(12)所示:

ACC = TP + FN
TP + TN + FP + FN

(9)

PRE = TP
TP + FP

(10)
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Recall = TP
TP + FN

(11)

F1 = 2PRE·Recall
PRE + Recall

(12)

　 　 此外,受试者工作特征 ( Receiver
 

Operating
 

Characteristic,
 

ROC) 曲线描述了假正率 ( False
 

Positive
 

Rate,FPR)和真正率( True
 

Positive
 

Rate,
TPR)变化时的相对关系,适用于在数据集不平衡

时评估分类器的整体性能,曲线下面积 ( Area
 

Under
 

Curve,
 

AUC)越大,模型性能越好。
3. 2　 模型超参数分析

Transformer 个数 L、多头注意力头数 h 以及编

码向量维度 de 共同决定了 TNN-BL 模型的复杂度,
3 个参数的值越大,模型检测能力越强,但同时训

练模型越困难,模型甚至会出现过度拟合。 3 个超

参数网格搜索的范围及选择结果如表 3 所示。
表 3　 模型超参数选择

Tab. 3　 Model
 

hyper-parameters
 

selection

超参数 范围 最优值

L 4,
 

5,
 

6,
 

7 6

h 4,
 

6,
 

8 6

de 32,
 

64 32

　 　 TNN-BL 模型选择 Adam 优化器对模型权重

进行更新,模型设置搜索正则化系数、dropout 概

率和学习率的最优值分别为 0.001、0.2 和 0.002,
模型各超参数设置如表 3 所示,模型训练过程的

损失和 ACC 如图 7 所示,可看出训练过程平稳。
此外训练集和验证集的损失和 ACC 都很接近,进
一步验证模型不会出现欠拟合或过拟合问题。

图 7　 不同 Epochs 下 ACC 与模型损失图

Fig. 7　 ACC
 

and
 

model
 

loss
 

diagram
 

under
 

different
 

Epochs

3. 3　 本文所提方法试验与分析

本文将采集的样本数据集按 3 ∶1 ∶1的比例划

分为训练集、测试集以及验证集,利用所提方法对

训练集进行训练,各窃电类型检测的混淆矩阵如

图 8 所示。

图 8　 各故障类型检测混淆矩阵

Fig. 8　 Confusion
 

matrix
 

for
 

detection
 

of
 

each
 

fault
 

type

由图 8 可知,本文提出的方法可准确识别

91.2% 的正常情况,对缺 AB 相、缺 B 相和断零的

故障识别准确率相对较低,对其他故障类型的识

别准确率均在 95% 以上。 由图 8 左上角可知,有
2% 的缺 A 相故障被误识别为缺 B 相故障,缺 AB
相故障有 0.03 的概率被识别为缺 BC 相故障和缺

AC 相故障,由于同为单相或两相故障的电气量存

在相似性,导致本文所提方法对两者易产生误判,
而缺 ABC 三相故障类型因电气特征的特殊性较

易被检测。 综上所述,无论针对电气特征差别较

为显著用户样本还是难以分类样本,本文提出多

类别故障检测方法均具有较高准确率。

图 9　 各故障类型检测 ROC 曲线

Fig. 9　 ROC
 

curve
 

for
 

detection
 

of
 

each
 

fault
 

type

各故障类型检测的 ROC 曲线如图 9 所示,对
于缺 ABC 相故障、缺 C 相故障、缺 BC 相故障以

及缺 AC 相故障,AUC 值均在 0.96 以上,本文所

提方法具有较高的检测准确度,对于其他故障类
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型本文检测的 AUC 值仍能达到 0. 91 以上。 可

见,对于各类别故障,本文提出方法均能达到较高

的检测准确度。
3. 4　 与现有方法比较与分析

为进一步验证本文提出的 TNN-BL 模型故障

检测方法的有效性,分别采用 SVM[19] 、GBDT[20] 、
CNN[12] 、LSTM[21]和 Transformer[22] 五种基于机器

学习的检测方法进行比较试验,各算法参数如

表 4 所示。
表 4　 各方法参数设置

Tab. 4　 Parameter
 

settings
 

of
 

each
 

method
方法 参数

SVM 核函数为径向基函数,惩罚系数 C
 

=
 

15
GBDT l

 

=
 

0.1,最大迭代次数 n
 

=
 

100
CNN 卷积核为 3 㥐3,学习率为 1 㥐10� 5

LSTM 神经元个数 32,学习率为 0.1,树的数目为 300
Transformer L= 6,h= 6,de = 32

　 　 不同算法的评价结果如表 5 所示。 由表 5 可

知,本文所提方法的各项检测指标均为各检测算

法中最高。 其 ACC 值为 0.963
 

2,远高于采用单

一分类器 SVM 的 ACC 值 0.863
 

2 及采用集成学

习分类方法 GBDT 的 ACC 值 0.881
 

3;深度学习方

法中 CNN 的 ACC 值 0.903
 

3 仅次于本文所提方

法;LSTM 擅长处理采集到的时序数据,其 ACC 值

为 0.901
 

2,与本文所提方法 TNN-BL 较为接近。
本文所提方法在 Transformer 模型上进行融合,在
融合前 Transformer 模型各项检测指标均好于其他

4 种方法,而本文所提 TNN-BL 模型在 Transformer
模型上检测性能均有一定幅度的提升。

表 5　 不同方法的试验结果

Tab. 5　 Experimental
 

results
 

of
 

different
 

methods
方法 ACC PRE Recall F1
SVM 0.863

 

2 0.870
 

6 0.861
 

2 0.820
 

1
GBDT 0.881

 

3 0.816
 

5 0.825
 

7 0.815
 

1
CNN 0.903

 

3 0.921
 

5 0.901
 

6 0.914
 

4
LSTM 0.901

 

2 0.910
 

1 0.899
 

6 0.901
 

6
Transformer 0.946

 

6 0.956
 

8 0.901
 

5 0.976
 

9
TNN-BL 0.963

 

2 0.976
 

5 0.910
 

3 0.988
 

2

　 　 为了进一步验证本文提出的低压配电网断零

与缺相故障检测方法的有效性,当训练集、测试集

及验证集的比例为 3 ∶1 ∶1时,采用 ROC 曲线将上

述 5 种方法与本文所提方法的试验结果进行可视

化描述,试验结果如图 10 所示。
在 ROC 空间坐标中,理想的 ROC 曲线应该

尽可能地靠近左上角,表明检测效果越好。 由图

10 可知,本文所提方法更靠近左上角,其 AUC 值

更大,本文提出的基于 TNN-BL 模型故障检测方

法 AUC 表现优于其他方法,该方法特别适合处理

时间序列,其通过计算不同时间段电气量数据之

间的注意力系数捕获高维负载序列中长时间段特

征。 与 CNN 相比,所提出的模型具有更强的全局

特征提取能力;与 LSTM 相比,具有更高效的并行

计算能力,同时可计算不同特征之间的相对关系,
使其在分类预测时不再过度依赖原始输入数据,
具有较强的鲁棒性。

图 10　 各检测方法 ROC 曲线

Fig. 10　 ROC
 

curve
 

of
 

each
 

detection
 

method

模型的训练时间是判别模型复杂度和故障检

测效率的重要依据。 本文在训练数据相同的情况

下,考虑不同模型的训练时间,如图 11 所示为各

模型的训练时间。

图 11　 各模型的训练时间

Fig. 11　 Training
 

time
 

of
 

each
 

model

由图 11 可知,本文 TNN-BL 模型的训练时间

为 76.912
 

s,略高于 Transformer、LSTM 和 CNN 的

训练时间 73.125
 

s、69.948
 

s 和 67.752
 

s;模型训练

时间较少的是 GBDT 的 53. 623
 

s 和 SVM 的

48.169
 

s。 结合图 10 的 ROC 曲线来看, SVM、
GBDT、LSTM 的 AUC 值较低,Transformer 和 TNN-
BL 的 AUC 值远高于其他 4 个模型。 考虑到

TNN-BL 是 Transformer 的改进方法,模型的检测
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精度更高,训练时间仅多 3
 

s,因此本文所提方法

的有效性更好。
为全面评估不同检测方法在各故障类别的整

体表现,本文采用雷达图更直观地分析各检测方

法的综合表现。 各方法对应各故障类型 AUC 值

如图 12 所示,从图中可看出,本文提出方法和其

他深度学习或机器学习方法均能检测出各种类型

故障。 相比于其他方法,本文所提方法检测缺 C
相故障和缺 ABC 相故障时的性能远优于其他现

有方法。

图 12　 各方法对应各故障类型 AUC 值

Fig. 12　 AUC
 

values
 

for
 

each
 

fault
 

type
 

across
 

various
 

methods
为评估本文训练 TNN-BL 模型的泛化性能,

本文利用前述平台不同采集时间段的数据进行验

证,采样频率同样设置为 1
 

kHz,采集时间段为

2024.7.10
 

13:00-15:00(共 2
 

h),数据大小为 1×
7

 

200
 

000×12。 当训练集、测试集及验证集的比

例为 3 ∶1 ∶ 1时,采用 ROC 曲线将各模型与 TNN-
BL 模型试验结果进行可视化描述,试验结果如图

13 所示。 从图中可看出,本文提出的基于 TNN-
BL 模型故障检测方法 AUC 值为 0.960

 

3,优于其

他方法,仅次于 TNN-BL 模型的 Transformer,其

AUC 值为 0.933
 

9。 因此,通过不同数据集的验证

结果可知,本文提出的 TNN-BL 模型具有良好的

泛化性能。
为进一步验证模型的鲁棒性,本文进行敏感

性试验,分析了不同样本量对模型性能的影响。
本文采用原始训练集中 10% 、20% 、40% 、60% 和

80% 的样本训练模型,分析不同训练样本量对模

型性能的影响,图 14 为模型在不同训练样本量下

ACC 和 AUC 值的变化情况。
由图 14 可知,当原始数据训练样本比例降低

图 13　 各模型的 ROC 曲线

Fig. 13　 ROC
 

curves
 

of
 

each
 

model

图 14　 不同训练数据比例下模型的性能

Fig. 14　 Model
 

performance
 

under
 

different
 

training
 

data
 

ratios

时,本文所提出模型的性能略有下降。 当训练样

本的比例高于 60% 时,模型的性能几乎保持不

变,且在比例为 80% 时性能相对较好,该模型的

其他评估指标显示出类似趋势。 当训练数据比例

下降至 10% 时, AUC 值下降了 3. 35% 。 结果表

明,当达到一定数量的训练样本时,即为原始数据

集的 60% ,模型性能已达到最优值。

4　 结语

本文提出了基于 Transformer 神经网络和 Bi-
LSTM 混合模型 TNN-BL 的低压配电网断零与缺

相故障检测方法,实现了实际电网情况下各类型

断零与缺相故障的准确检测。 试验结果表明:该
模型具有强大的特征提取能力,可有效提取低压

侧负载电压和各序电流数据局部特征和全局特

征,且模型具有较强的泛化能力,可避免出现过拟

合现象,与现有的深度学习模型、集成学习模型和

单一分类器模型的检测方法相比,本文所提方法

的检测精度更高、鲁棒性更强,表现出良好的泛化

性能,可为当前智能电网及早发现断零与缺相故

障、解决故障问题提供准确有效的检测手段,为保
证电网可靠安全运行、保证用户用电质量提供了
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有效支撑。
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　 　 In
 

the
 

380 / 220
 

V
 

low-voltage
 

distribution
 

network,
 

open-phase
 

and
 

open-neutral
 

faults
 

pose
 

significant
 

safety
 

risks
 

to
 

grid
 

insulation
 

equipment
 

and
 

terminal
 

electrical
 

devices.
 

These
 

faults
 

can
 

lead
 

to
 

high
 

currents
 

that
 

threaten
 

the
 

normal
 

operation
 

of
 

the
 

power
 

grid,
 

resulting
 

in
 

substantial
 

economic
 

losses.
 

Addressing
 

this
 

problem
 

has
 

long
 

been
 

a
 

priority
 

for
 

power
 

grid
 

companies.
 

Traditional
 

detection
 

methods
 

using
 

AC
 

contactors,
 

load
 

monitoring
 

modules
 

and
 

other
 

devices
 

are
 

inefficient
 

and
 

time-consuming.
 

With
 

the
 

popularization
 

of
 

intelligent
 

detection
 

equipment
 

in
 

the
 

power
 

grid,
 

load
 

voltage
 

on
 

the
 

low-voltage
 

side
 

and
 

sequence
 

current
 

data
 

collected
 

by
 

smart
 

meters
 

can
 

now
 

be
 

utilized
 

for
 

fault
 

detection.
This

 

paper
 

proposed
 

a
 

detection
 

method
 

for
 

open-neutral
 

and
 

open-phase
 

faults
 

based
 

on
 

hybrid
 

transformer
 

neural
 

network
 

(TNN)
 

and
 

bi-directional
 

long
 

short-term
 

memory
 

( Bi-LSTM)
 

model,
 

called
 

TNN-BL.
 

TNN-BL
 

was
 

well-suited
 

for
 

processing
 

time-series
 

data.
 

By
 

calculating
 

the
 

attention
 

coefficient
 

between
 

different
 

time
 

periods,
 

the
 

model
 

captured
 

long-range
 

features
 

in
 

high-dimensional
 

sequences.
 

The
 

proposed
 

model
 

demonstrated
 

stronger
 

global
 

feature
 

extraction
 

capability
 

than
 

convolutional
 

neural
 

network,
 

and
 

more
 

efficient
 

parallel
 

computing
 

capability
 

than
 

recurrent
 

neural
 

network.
 

In
 

hybrid
 

TNN-BL
 

model,
 

a
 

Bi-LSTM
 

layer
 

was
 

added
 

in
 

parallel
 

to
 

extract
 

periodic
 

temporal
 

features,
 

enhancing
 

the
 

model’ s
 

sensitivity
 

to
 

fault
 

features
 

and
 

improving
 

detection
 

accuracy.
 

In
 

addition,
 

by
 

calculating
 

the
 

relative
 

relationship
 

between
 

different
 

features,
 

the
 

method
 

reduced
 

reliance
 

on
 

original
 

input
 

data
 

in
 

classification
 

prediction.
In

 

this
 

paper,
 

the
 

collected
 

low-voltage
 

load
 

voltage
 

and
 

sequence
 

current
 

data
 

from
 

a
 

substation
 

in
 

a
 

specific
 

region
 

of
 

the
 

China
 

Southern
 

Power
 

Grid
 

were
 

used
 

as
 

datasets
 

to
 

develop
 

an
 

open-neutral
 

and
 

open-phase
 

fault
 

detection
 

method
 

based
 

on
 

the
 

TNN-BL
 

model.
 

On
 

this
 

basis,
 

the
 

model
 

was
 

then
 

trained
 

and
 

tested.
 

Finally,
 

the
 

model
 

performance
 

was
 

validated
 

experimentally
 

using
 

real
 

data
 

from
 

the
 

China
 

Southern
 

Power
 

Grid.
 

Experimental
 

results
 

showed
 

that
 

the
 

proposed
 

method
 

had
 

superior
 

feature
 

extraction
 

capability,
 

higher
 

detection
 

accuracy
 

and
 

stronger
 

robustness
 

compared
 

to
 

other
 

fault
 

detection
 

methods.
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